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DISTRIBUTIONS QUASI-STATIONNAIRES DE POPULATIONS

CHENLIN GU AND YIYANG YU

Résumé. On propose une étude sur les distributions quasi-stationnaires des
modèles de populations dans ce rapport. Après avoir introduit les définitions
et les notions utiles dans la théorie des distributions quasi-stationnaires, on
analyse quelques modèles classiques de populations sous angle de distribution
quasi-stationnaire, en temps discret puis en temps continu. On s’intéresse en-
suite aux simulations numériques. Ainsi, on établit la relation entre la vitesse
de convergence et la loi quasi-stationnaire, et on propose une méthode originale
pour calculer numériquement la distribution quasi-stationnaire.
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1. Introduction

Dans le cours de Modèles aléatoires en Écologie et Évolution, nous avons vu
que dans beaucoup de cas, notre modèle de population modélisé par un processus
de Markov s’éteint presque sûrement. Pourtant, le temps nécessaire à l’extinction
peut être très long (par exemple dans le cas critique pour un processus de Galton-
Watson), et l’échelle de temps n’est pas humaine. Néanmoins, dans certains cas, on
peut observer une apparente stationnarité de la population, alors que celle-ci est en
voie d’extinction.

L’observation ci-dessus nous incite à donner un sens mathématique à cette sta-
bilité avant l’extinction. Par exemple, on peut mener la recherche par analogie avec
la théorie de probabilité stationnaire. Les distributions quasi-stationnaires appa-
raissent lorsque l’on considère un processus de Markov Zn atteint presque sûrement
un point absorbant et que l’on conditionne ce processus à ne pas être absorbé, c’est-
à-dire ne pas atteindre l’état absorbant {0} dans les modèles de populations. Les
distributions quasi-stationnaires laissent alors invariante la loi conditionnelle de Zn
sachant que la population n’est pas éteinte au temps n. Elles s’interprètent alors
comme la distribution de la taille d’une population en temps grand, conditionnée
à survivre alors qu’elle devrait s’éteindre. Aussi, on s’intéresse à savoir si, la li-
mite de la loi conditionnelle de Zn sachant que la population n’est pas éteinte au
temps n, existe toujours, et quelle est la relation entre celle-ci et la distribution
quasi-stationnaire.

Partant de ces notions théoriques, on souhaite étudier comment elles s’appliquent
dans des modèles classiques de population. Et aussi, on souhaite obtenir numéri-
quement les distributions quasi-stationnaires par simulation.

Ce rapport est organisé de la façon suivante : dans section 2, on introduit des
définitions et des propriétés générales de la quasi-stationnarité, la caractérisation
spectrale et aussi la convergence exponentielle. Dans section 3 et 4, on présente ses
applications dans deux modèles classiques de population : le processus de Galton-
Watson et le processus de naissance et mort. Dans section 5, on explique comment
réaliser efficacement des simulations des distributions quasi-stationnaires.

Figure 1. Évolution de la population en fonction de temps
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2. Définitions, propriétés générales

Dans cette section, on présente la théorie de base de la quasi-stationnarité. On
introduit d’abord quelques notations, qui sont adoptées dans la suite du rapport.
Puis, on présente les trois définitions de distributions limites : tous les trois étant
de loi quasi-stationnaire, on expliquera les différences subtiles entre elles. La carac-
térisation spectrale est un outil essentiel dans les études de loi quasi-stationnaires.
Enfin on parle de la vitesse de convergence, qui donne une analyse quantitative du
comportement à long terme.

2.1. Notations. On se limite, tout au long de ce rapport, dans une modélisation
markovienne. On note {Zt}t≥0 la dynamique d’une population. On suppose que
{Zt}t≥0 prend des valeurs dans l’espace dénombrable E. Par exemple, dans le cas
d’un modèle d’une population, E = N ; et pour un modèle de multi-type, E = Nd
où d signifie le nombre de types de population.

On note ∂ l’état absorbant dans l’espace, et on suppose ∂ = 0 dans la suite sauf
explication. On note l’espace non-absorbant E∗ = E\0. En plus, on note (dans le
cas sans immigration)

Extinction = {∃t > 0, Zt = 0} = {∃t > 0,∀u > t, Zu = 0}

et le temps d’extinction
T0 = inf{t > 0, Zt = 0}

On définit aussi le demi-groupe Pt associé à ce processus avant l’extinction, ainsi
que les intégrations dans E∗. Soit f une fonction mesurable bornée. On note

Ptf(z) = Ez[f(Zt)1T0>t]

ν(f) =

∫
E∗
f(z)ν(dz)

νPt(f) = ν(Ptf) = Eν [f(Zt)1T0>t]

2.2. Limite de Yaglom, QLD, QSD. Comme présenté dans l’introduction, on
s’intéresse au comportement longtemps conditionné en vie. Dans cette partie, on
aborde des différentes définitions.

Définition 2.1 (QLD). Une loi de probabilité α sur E∗ est dite loi quasi-limite(QLD)
s’il existe une loi ν en E∗ telle que ∀A ⊂ E mesurable

lim
t→∞

Pν [Zt ∈ A|T0 > t] = α(A)

Quelques fois, la QLD peut être indépendante de la loi initiale, ce qui suggère la
définition de limite de Yaglom comme suivant.

Définition 2.2 (Yaglom). Une loi de probabilité α en E∗ est dite limite de
Yaglom s’il satisfait que ∀A ⊂ E∗ mesurable et ∀x ∈ E∗

lim
t→∞

Px[Zt ∈ A|T0 > t] = α(A)

La troisième définition est une probabilité invariante sous la démi-groupe.

Définition 2.3 (QSD). Une loi de probabilité α en E∗ est dite loi quasi-stationnaire
s’il satisfait que ∀A ⊂ E∗ mesurable

Pα[Zt ∈ A|T0 > t] = α(A)
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Une question naturelle est le rapport entre les trois lois. Dans le cas générale, le
théorème suivant nous l’explique.

Theorème 2.4. La définition de QSD et celle de QLD sont équivalentes. Si la
limite de Yaglom existe, elle est QSD. C’est-à-dire

(2.1) Limite de Yaglom⇒ QLD⇔ QSD

Démonstration. Les implications Limite de Yaglom ⇒ QLD et QSD ⇒ QLD sot
évidentes : il s’agit d’une application des définition. On se concentre ensuite sur
l’implication QLD ⇒ QSD.

On utilise l’identité

α(f) = lim
t→∞

Eν [f(Zt)|T0 > t] = lim
t→∞

Eν [f(Zt), T0 > t]

Pν [T0 > t]

et la propriété de Markov, et avec f(z) = Ez[1T0>s].

α(f) = Pα[T0 > s] = lim
t→∞

Eν [EZt [1T0>s], T0 > t]

Pν [T0 > t]

Markov
= lim

t→∞

Pν [T0 > t+ s]

Pν [T0 > t]

On utilise la même stratégie pour g(z) = Ez[1T0>s, Zs ∈ A].

α(g) = Pα[T0 > s,Zs ∈ A] = lim
t→∞

Eν [EZt [1T0>s,Zs∈A], T0 > t]

Pν [T0 > t]

Markov
= lim

t→∞

Pν [Zt+s ∈ A, T0 > t+ s]

Pν [T0 > t]

On combine avec le premier résultat et utilise la définition de QLD

Pα[T0 > s,Zs ∈ A] = lim
t→∞

Pν [Zt+s ∈ A, T0 > t+ s]

Pν [T0 > t]

= lim
t→∞

Pν [Zt+s ∈ A, T0 > t+ s]

Pν [T0 > t+ s]

Pν [T0 > t+ s]

Pν [T0 > t]

= α(A)Pα[T0 > s]

Ce qui correspond bien à la définition de QSD. On a montré donc que les deux
définitions QSD et QLD sont équivalentes. �

Ce théorème nous dit que si la limite de Yaglom existe, elle est unique et les
trois définition sont cohérentes. Mais généralement, il peut y avoir plusieurs QLDs
ou QSDs.

On finit cette partie par une proposition.

Proposition 2.5 (Extinction avec vitesses exponentielle). Soit α une QSD, alors
il existe une constante θ(α) > 0 telle que

Pα[T0 > t] = e−θ(α)t

Démonstration.

Pα[T0 > t+ s] = Eα [Eα[1T0>t+s|Ft]]

= Eα
[
Eα[T̃0 > s]|T0 > t

]
= Pα[T0 > t]Pα[T0 > s]

On résout cette équation fonctionnelle et utilise la fait Pα[T0 > 0] = 1 pour obtenir
le résultat souhaité. �
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2.3. Caractérisation spectrale. Dans cette partie, on introduit la caractérisation
spectrale de QSD, un outil puissant qui nous permet de trouver QSD directement
par résolution de l’équation linéaire.

Theorème 2.6 (Générateur et QSD). Soit L l’opérateur associé au demi-groupe
Pt. On note par ailleurs D le domaine de l’opérateur. Soit α une QSD, et θ(α) sa
puissance d’extinction. Alors, ∀f ∈ D, on a

α(Lf) = −θ(α)α(f)

Démonstration. On applique le résultat de 2.5. ∀A ⊂ E mesurable, on a

α(A) = Pα[Zt ∈ A|T0 > t] =
Pα[Zt ∈ A, T0 > t]

Pα[T0 > t]
= eθ(α)tαPt(1A)

⇒ αPt(1A) = e−θ(α)α(A)

Comme la classe des fonctions indicatrices {1A} est dense dans l’espace des fonc-
tions continues bornés, on peut généraliser ce résultat pour tout f ∈ Cb(E)

αPt(f) =
∑
x∈E∗

f(x)e−θ(α)tα(x)

En utilisant l’équation de Kolmogorov

αLPt(f) =
d

dt
αPt(f) =

∑
x∈E∗

(−θ(α))f(x)e−θ(α)tα(x)

Quand t→ 0, on a alors α(Lf) = −θ(α)α(f). �

Autrement dit, α est le vecteur propre à gauche associé à L, dont la valeur propre
est θ(α), qui est la constance d’extinction exponentielle.

2.4. Convergence exponentielle. Une question clé dans la théorie de loi quasi-
stationnaire est de savoir la condition de l’unicité de QSD et la vitesse de conver-
gence. [3] a étudié cette question et a obtenu une réponse complète avec des critères
faisables qui s’appliquent dans les exemples.

On rappelle la définition de la distance totale, que l’on utilisera pour mesurer la
distance entre la loi en temps t et QSD.

Définition 2.7 (Distance totale). Soit ν, µ deux probabilités à valeurs dans E. la
distance totale entre elles est définie comme

‖ν − µ‖TV =
1

2

∑
x∈E
|ν(x)− µ(x)|

[3] propose deux conditions suivantes comme critères.

Hypothèse 2.8. Il existe une probabilité ν0 à valeur dans E telle que
(H1) il existe t0, c1 > 0 tels que ∀x ∈ E

Px[Xt0 ∈ ·|T0 > t0] ≥ c1ν0(·)

(H2) il existe c2 tel que ∀x ∈ E et t ≥ 0

Pν0 [T0 > t] ≥ c2Px[T0 > t]
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Theorème 2.9. 2.8 implique qu’il existe une loi de probabilité α sur E telle que
pour toute probabilité initiale ν,

‖Pν [Xt ∈ ·|T0 > t]− α(·)‖TV ≤ 2(1− c1c2)bt/t0c

Réciproquement, on a aussi que, s’il existe une convergence exponentielle unifor-
mément pour toute loi de probabilité initiale vers une unique QSD, alors l’hypothèse
2.8 est établie.

On ne reproduit pas ici la démonstration donné dans l’article. On cite une autre
proposition intéressante exposée dans cet article, qui consiste à dire que la vitesse
d’extinction est asymptotique-ment la même que la QSD. En plus, cette proposition
nous inspire une simulation de QSD et le détail sera présenté dans la dernière
section.

Proposition 2.10. Sous l’hypothèse 2.8, il existe une fonction positive η en E telle
que pour toute ν probabilité initiale,

ν(η) = lim
t→∞

eθ(α)tPν [T0 > t]

Démonstration. Soit x ∈ E et t > 0, on note

ηt(x) =
Px[T0 > t]

Pα[T0 > t]
= eθ(α)tPx[T0 > t]

En utilisant la propriété de Markov

ηt+s(x) = eθ(α)(t+s)Ex[1T0>tPZt [T0 > s]]

= ηt(x)Ex[ηs(Zt)|T0 > t]

L’hypothèse (H1) entraîne que

ηt(x) = eθ(α)tPx[T0 > t] ≤ 1

c2
eθ(α)tPν0 [T0 > t]

et on sait Pν0 [T0 > t] converge vers Pα[T0 > t], donc ηt(x) est uniformément bornée.
Puis, la convergence exponentielle implique aussi

|Ex[ηs(Zt)|T0 > t]− α(ηs)| ≤
C

c2
e−γt

dont α(ηs) = 1. Donc, on obtient

sup
x∈E
|ηt+s(x)− ηt(x)| ≤ C

(c2)2
e−γt

qui implique que ηt est une suite de Cauchy. Alors sa limite η existe. En plus, car
il a une vitesse exponentielle de convergence, le théorème de convergence dominée
s’applique et α(η) = 1 et cette proposition pour n’importe quelle loi initiale. �

3. Application dans le processus de Galton-Watson

3.1. Définitions, propriétés. La chaîne de Galton-Watson (que nous abrégerons
BGW, pour Bienaymé-Galton-Watson), qui décrit la dynamique d’une population
en temps discret, est une chaîne sans immigration et densité-indépendante. C’est le
prototype le plus simple de processus de branchement, défini pour des temps et un
espace d’états discrets.

Nous étudions ici quelques propriétés révélant de la quasi-stationnarité du pro-
cessus BGW.



DISTRIBUTIONS QUASI-STATIONNAIRES DE POPULATIONS 7

Définition 3.1. (Xn) est une chaîne de Galton-Watson si X0 ∈ N et

Xn+1 =

Xn∑
k=1

Yn,k

pour tout n > 0, où les Yn,k sont les variables aléatoires indépendantes et iden-
tiquement distribuées de même loi µ, qui prend des valeurs dans N. Cette loi est
caractérisée par sa fonction génératrice

g(s) = E(sY ) =
∑
k

qks
k

pour tout s ∈ [0, 1]

Par construction, Xn est la taille de la n-ième génération de la population, dont
chaque individu a un nombre aléatoire d’enfants, suivant la loi µ et indépendant du
reste de la population.

Remarque. De cette définition, on voit immédiatement que 0 est un état absorbant.

On note par la suite m = E[Y0,1] le nombre moyen d’enfants donnés par un
individu dans notre processus BGW. Puis on note m2 son moment au deuxième
ordre m2 =

∑∞
k=0 k

2qk.

Proposition 3.2 (Propriété de branchement). Soit (Xn) un processus BGW. La
loi de (Xn) sous Pi est la même que la loi de (Z1

n + ... + Zin) où les (Zjn) sont
des chaînes de Markov indépendantes entre elles et qui ont toutes même loi que la
chaîne (Xn)n sous P1

Démonstration. Si X0 = i, on peut écrire Xn =
∑i
j=1 Z

j
n, où Zjn désigne le nombre

d’individus vivants à l’instant n, descendant du j-ième individu initial. �

Proposition 3.3. Soit Gn la fonction génératrice de Xn. Alors ∀n > 0,

Gn+1(s) = Gn(g(s))

Démonstration.

Gn+1(s) =
∑
k

E[s
∑k
i=1 Yn,i1{Xn=k}]

=
∑
k

(g(s))kP(Xn = k)

= Gn(g(s))

�

Proposition 3.4.

P(Extinction) = inf{s ∈ [0, 1], g(s) = s}

En particulier, P(Extinction) = 1 si et seulement si m 6 1
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3.2. Existence et unicité de distribution quasi-stationnaire.

Theorème 3.5 (Yaglom, 1947). Soit (Xn) une chaîne de BGW sous-critique (m <
1). Alors il existe une probabilité µ = (µj)j>1 sur N∗, limite de Yaglom de la chaîne
de BGW. En particulier, elle ne dépend pas de la condition initiale, et c’est une loi
quasi-stationnaire. De plus, la fonction génératrice ĝ de µ est l’unique solution de
l’équation suivante : ∀s ∈ [0, 1],

1− ĝ(g(s)) = m(1− ĝ(s))

Démonstration. On note gn la n-ième itérée de g, c’est-à-dire g◦g◦...◦g n fois. C’est
la fonction génératrice de (Xn)n. On introduit la fonction génératrice conditionnelle
ĝn définie de la façon suivante : ∀s ∈ [0, 1]

ĝn(s) = E1(sXn |Xn > 0) =
E1(sXn1Xn>0)

P1(Xn > 0)

Ainsi,

ĝn(s) =
E1(sXn)− P(Xn = 0)

1− P1(Xn = 0)
=
gn(s)− gn(0)

1− gn(0)
= 1− 1− gn(s)

1− gn(0)

Remarquons que pour s fixé, la suite n 7→ 1−gn(s)
1−gn(0) est croissante. En effet, comme les

fonctions génératrices sont convexes, leur taux d’accroissement est croissant, donc
la fonction u 7→ 1−g(u)

1−u est croissante. Donc

1− gn+1(s)

1− gn(s)
>

1− gn+1(0)

1− gn(0)
puis

1− gn+1(s)

1− gn+1(0)
>

1− gn(s)

1− gn(0)

Ainsi la suite ( 1−gn(s)
1−gn(0) )n est croissante et majorée par 1, la suite (ĝn(s))n est donc

décroissante et minorée par 0, donc converge vers ĝ(s) ∈ [0, 1].
Ensuite, on montre que ĝ est solution d’une équation fonctionnelle.

1− ĝ(s) = lim
n

1− gn+1(s)

1− gn+1(0)

Or, on sait que

lim
n→∞

1− gn(0)

1− gn+1(0)
= lim
u→1

1− (u)

1− g(u)
=

1

m

Et de plus, par définition de ĝ

lim
n

1− gn(g(s))

1− gn(0)
= 1− ĝ(g(s))

On obtient que ĝ est la solution de l’équation fonctionnelle suivante : ∀s ∈ [0, 1]

1− ĝ(g(s)) = m(1− ĝ(s)

On montre ensuite que ĝ ne dépend pas de la distribution initiale. En effet, s’il
y a i individus initialement, comme précédemment, on a

ĝn,i(s) = Ei(sXn |Xn > 0) =
(E1(sXn))i − (P(Xn = 0))i

1− (P1(Xn = 0))i

Comme le processus (Xn)n est sous-critique, E1(sXn) et P(Xn = 0) tendent vers 1
quand n tend vers l’infini.

E1(sXn) = 1 + i(E1(sXn)− 1) + o(E1(sXn)− 1)

Pi(Xn = 0) = 1− iP1(X − n > 0) + o(P1(X − n > 0))
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Ainsi

Ei(sXn |Xn > 0) ∼n→∞
E1(sXn)− 1 + P(Xn > 0)

1− 1 + P1(Xn > 0)
=

E1(sXn)− P(Xn = 0)

1− P1(Xn = 0)

d’où ĝn,i converge vers ĝ(s) quand n tend vers l’infini.
D’ailleurs, comme ĝ est continue en 1, ĝ est fonction génératrice d’une mesure µ

qui ne charge pas 0. µ ainsi définie est la limite de Yaglom. On montre maintenant
qu’il s’agit aussi d’une distribution quasi-stationnaire.

Eµ(sXn |Xn > 0) =
Eµ(sXn)− Pµ(Xn = 0)

1− Pµ(Xn = 0)

Or
Pµ(Xn = 0) = ĝ(gn(0)) et Eµ(sXn) = ĝ(gn(s))

Et grâce à la formule précédente, et par récurrence

1− ĝ(gn(s)) = mn(1− ĝ(s))

Finalement, on obtient

Eµ(sXn |Xn > 0) =
mnĝ(s)

mn
= ĝ(s)

La loi conditionnelle est de même fonction génératrice que µ. On a ainsi prouvé que
µ est une distribution quasi-stationnaire pour la chaîne Xn. �

Remarque. Il n’y a pas de distribution quasi-stationnaire dans le cas sur-critique
(m > 1) ou critique (m = 1).

4. Application dans le processus de naissance et mort

Dans cette section, on applique la théorie de la distribution quasi-stationnaire
dans le modèle de naissance et mort, qui est une modélisation de population par
processus markovien de saut en temps continu.

4.1. Définitions, condition d’extinction et condition de non-explosion.

Définition 4.1 (Processus de naissance et mort). Un processus de naissance et
mort est un processus markovien de saut dont les amplitudes des sauts sont égales
à 1. Les taux de transition sont donnés par

i→ i+ 1 au taux λi
i→ i− 1 au taux µi

avec (λi)i, (µi)i deux suites réelles strictement positives pour tout i ∈ N∗, et λ0 =
µ0 = 0.

On cite quelques exemples classiques importants.

(1) Linéaire Le processus de naissance et mort linéaire correspond au cas λi =
iλ, µi = iµ. C’est aussi un processus de branchement binaire.

(2) Avec immigration Le processus de naissance et mort linéaire avec immi-
gration correspond au cas λi = iλ + ρ, µi = iµ, où ρ s’interprète comme le
taux d’immigration.
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(3) Logistique Le processus de naissance et mort logistique correspond au cas
λi = iλ, µi = iµ + ci(i − 1), dont le terme quadratique dans le taux de
mort vient du fait qu’il existe des compétitions, par exemple à cause de
quantité limitée de ressources naturelles. C’est aussi de définir le modèle avec
compétition faible qui s’appelle modèle logistique de puissance fractale
dont µi = iµ+ ci(i− 1)γ , γ > 0.

Figure 2. Exemples de processus de naissance et mort linéare à
gauche, et logistique à droite, avec c = 0.1, µ = 0.99, λ = 1.01, et
Z0 = 5, par méthode de Monte-Carle de chaîne de Markov

Comme dans le processus de naissance et mort avec immigration, l’état 0 n’est
pas absorbant, les études sur les distributions quasi-stationnaires n’ont pas vocation
à s’appliquer dans ce cas. On s’intéresse donc aux applications dans le modèle
linéaire et le modèle logistique.

Pour étudier le cas avec extinction presque-sûre, on énonce deux critère sur la
propriété de non-explosion et d’extinction.

Theorème 4.2 (Critère de non-explosion). Supposons que λi > 0 pour tout i > 1<
Alors le processus de naissance et mort a un temps de vie infini presque-sûrement
si et seulement si

R :=
∑
i≥1

(
1

λi
+

µi
λiλi−1

+ · · ·+ µi · · ·µ2

λi · · ·λ2λ1

)
est infini

Theorème 4.3 (Critère d’extinction). Nous poson

UI =

I−1∑
k=1

µ1 · · ·µk
λ1 · · ·λk

Si UI tend vers l’infini quand I →∞, alors toutes les probabilités d’extinction sont
égales à 1.

Si UI converges vers une limite finie U∞, alors pour i ≥ 1,

ui = (1 + U∞)−1
∞∑
k=i

µ1 · · ·µk
λ1 · · ·λk

Il y a une probabilité strictement positive de survie du processus.

C’est facile de vérifier que le modèle logistique satisfait la condition d’extinction
presque sûrement et la condition non-explosion grâce au terme quadratique.
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4.2. Condition d’unicité. La condition d’unicité est généralement un peu abs-
trait, mais dans le processus de naissance et mort, on propose une condition équi-
valente qui est plus facile à vérifier.

Theorème 4.4 (Critère d’unicité de QSD). Une condition équivalente de conver-
gence exponentielle est

S =
∑
k≥1

1

µkπk

∑
l≥k

πk <∞

où πk = (Πk−1
i=1 λi)/(Π

k
i=1µi).

En plus, cette condition assure l’unicité de QSD et elle est la limite de Yaglom.

Démonstration. Étape 1 : H1 ⇒ S <∞ Il suffit de montrer que

sup
n≥z

En[Tz] =
∑
k≥z+1

1

µkπk

∑
l≥k

πk <∞

et puis on ajoute nombre fini de termes. Cette propriété s’appelle la propriété de
descendre de l’infini.

On choisit z tel que
ν0([1, 2 · · · z]) > 0

, alors

Pn[Xt0 ≤ z] = Pn[Xt0 ≤ z|T0 > t0]Pn[T0 ≥ t0]

≥ c1ν0([1, z])Pn[T0 ≥ t0]

Car chaque pas, il y a au plus µ1 de probabilité d’être mort, donc Pn[T0 ≥ t0] ≥
e−q̄t0 et

sup
n≥z

Pn[Xt0 > z] = 1− inf
n≥z

Pn[Xt0 ≤ z] ≤ (1− Ce−q̄t0)

On utilise la décomposition de l’espérance

En[Tz] ≤
∞∑
k≥0

Pn[Tz > k] ≤
∞∑
k≥0

Pn[Xk > z]

≤
∑
i<t0

∞∑
m=0

Pn[Xmt0+i > z]

≤
∑
i<t0

∞∑
m=0

(1− Ce−q̄t0)m

≤ const

qui entraîne la condition S.
Étape 2 : S <∞⇒ H1 L’existence de l’espérance implique qu’il existe z assez

grand tel que
sup
n≥z

En[Tz] < ε

en utilisant le méthode de premier moment, on obtient

sup
n≥z

Pn[Tz ≥ 1] < ε⇒ sup
n≥z

Pn[Tz ≥ k] < εk

On veut en plus, le choix de ε satisfait que

sup
n≥z

En[epTz ] <∞
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où p = q̄ + 1.
On choisit x0 > z et ν0 = δx0 et K = [1,K] ∪ {x0}. Car τK ∧ T0 < Tz

A := sup
n≥z

En[ep(τ∧T0)] <∞

et on va montrer qu’il existe c2 tel que

Px0
[T0 > t] ≥ c2Px[T0 > t]

Px[T0 > t] = Px[T0 > T0 ∧ τK > t] + Px[T0 > t > T0 ∧ τK ]

≤ Ae−pt +

∫ t

0

sup
y∈K∪{x0}

Py[t− s < T0]Px[T0 ∧ τK ∈ ds]

≤ Ae−pt +

∫ t

0

sup
y∈K∪{x0}

(
Py[t− s < T0]

Px0
[t− s < T0]

)
Px0

[t− s < T0]Px[T0 ∧ τK ∈ ds]

≤ Ae−pt +

∫ t

0

CPx0 [t < T0]
Px0

[t− s < T0]

Px0 [t < T0]
Px[T0 ∧ τK ∈ ds]

≤ Ae−pt +

∫ t

0

CPx0
[t < T0]Pxeps[T0 ∧ τK ∈ ds]

≤ Ae−pt + CPx0
[t < T0]

∫ t

0

epsPx[T0 ∧ τK ∈ ds]

≤ APx0 [T0 > t] +ACPx0 [T0 > t]

= (1 + C)APx0 [T0 > t]

Étape 3 : S <∞⇒ H2

Px[τ < t] = Px[τK < t ∧ T0] = Px[T0 > t]− Px[T0 > τK > t]

> e−q̄t −Ae−pt

On prend t = t0 assez grand tel que infx∈E∗ Px[τK < t0 − 1] > 0. Car ν est choisi
comme δx0

, il suffit de comparer les deux probabilité sur x0. On peut couper la
trajectoire en trois parties : elle entre K, puis elle utilise un pas de sauter à x0 et
elle ne quitte plus.

inf
x∈E∗

Px[Xt0 = x0] > inf
x∈E∗

Px[Xt0 = x0|XτK+1 = x0]Px[XτK+1 = x0|τK < t0 − 1]Px[τK < t0 − 1]

> c1δx0

Cela finit la démonstration. �

Le cas logistique vérifie ce critère.

4.3. Résultats numériques. On illustre la convergence par simulation numérique
d’un modèle de naissance et mort logistique. Dans ce modèle, les paramètres sont
désignés

λ = 10, µ = 6, c = 1/4

et on fixe Z0 = 5. Avec ce jeu de paramètres, le nombre typique de population est
λ−µ
c = 16. Les expériences sont réalisées avec 10000 trajectoires.
Ci-dessous une illustration des lois empiriques à chaque instant. Comme les tra-

jectoires évoluent en temps, on voit que la forme converge vers une limite.
Pour comparer la distance totale, on a besoin d’une QSD exacte. Généralement,

la QSD n’a pas de formule explicite. Donc, on propose une manière de l’approcher
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Figure 3. Évolution de la fonction de repartition

par la caractérisation spectrale, qui sera précisée dans la sous-section suivante. Les
deux images suivantes illustre la différence entre histogramme de QSD et celui de
Zt|T0>t au temps 0.5 et 1.

Figure 4. Processus de naissance et mort logistique, c = 1/4, µ =
6, λ = 10, histogramme au temps 0.5 à gauche et au temps 1.0 à
droite

Finalement, on utilise deux images de dessiner la distance et log-distance entre
QSD et Zt|T0>t à chaque instant. L’image de log-distance, qui ressemble beaucoup
à une droite, suggère que cette convergence est de vitesse exponentielle.
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Figure 5. Processus de naissance et mort logistique, c = 1/4, µ =
6, λ = 10, distance de QSD et log-distance en fonction de temps

5. Simulations numériques

Dans cette section, on discute comment simuler numériquement des distributions
quasi-stationnaires, d’un côté dans le cas du temps discret notamment pour le mo-
dèle Galton-Watson, et d’autre côté dans le cas du temps continu pour le processus
de naissance et mort.

5.1. Une méthode naïve : Monte-Carlo sur les chaînes de Markov. Une
idée simple consiste à faire la méthode de Monte-Carlo sur les chaînes de Markov :
après avoir lancé un certain nombre de trajectoires qu’on laisse évoluer indépen-
damment les uns des autres selon leur loi, on ne prend en compte que les trajectoires
qui n’atteignent pas 0, puisque les processus sont conditionnés à ne pas s’éteindre.

Comme nous nous plaçons dans le cas où nos processus s’éteignent presque sûre-
ment, La proportion des "trajectoires utiles" pour une simulation des distributions
quasi-stationnaires parmi tous les trajectoires, décroît donc de façon exponentielle
en temps, d’après les propositions présentées dans les parties précédentes. Ce qui
rend cette méthode de Monte-Carlo de chaînes de Markov assez coûteuse, puisque
seuls les trajectoires survécus à l’instant final considéré, contribuent à la construc-
tion des distributions quasi-stationnaires.

5.2. Approche par système de particules de type de Fleming-Viot. L’ap-
proche précédente par Monte-Carlo de chaînes de Markov ayant pour défaut d’être
assez coûteuse (en temps de calcul et en espace de mémoire occupé lors de simu-
lation), il est intéressant d’utiliser une approche par système de particules de type
Fleming-Viot.

Voici une définition formelle d’un système de particules de type Fleming-Viot.

Définition 5.1. On considère Zt un processus de Markov fort càdlàg avec extinc-
tion, qui évolue sur E ∪ ∂, où ∂ 6∈ E est un point absorbant. Quand Z arrive à δ,
on dit que le procussus est mort. Soit N > 2 et (x1, ...xN ) ∈ EN . Un système de
particule de type Fleming-Viot avec N particules et évoluant comme Z entre leur
renaissance, commençant par (x1, ..., xN ), noté par FV NZ (x1, ...xN ), est défini de la
façon suivante.

— LesN particules du système partent suivant la distribution initiale (x1, ..., xn)
en temps t = 0
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Figure 6. Exemple d’une simulation de processus BGW, pour
N = 10 trajectoires lancées initialement à Z0 = 5, pour m = 0.9,
par méthode de Monte-Carlo sur chaîne de Markov à gauche, et
par Fleming-Viot à droite

— Les N particules évoluent comme N copies indépendantes de Z, jusqu’à ce
que l’une d’entre elles meure. Le temps de mort est noté τ1

— Au temps de mort τ1, le système est modifié :
• si deux ou plusieurs particules s’éteignent simultanément à ce moment,

alors on arrête la définition du système de particules de type Fleming-
Viot, et on dit que le processus subit un échec (En effet, on suppose que
ce genre d’évènements ne se produisent presque sûrement pas) ;

• sinon (c’est-à-dire exactement une particule meurt), la particule morte
est déplace instantanément du point absorbant δ pour arriver à la place
d’une particule choisi uniformément parmi les N−1 particules survécues ;
dans cette situation on dit que cette particule connaît une renaissance.

— Au temps τ1 et après cette opération de renaissance, chacun des N particules
reste dans E. Et elles évoluent comme N copies indépendantes de Z, jusqu’à
ce que une prochaine mort tombe. Ce temps de mort est noté τ2.

— A ce moment, le système est modifié avec le même mécanisme de renaissance
comme précédemment.

— Le système évolue comme N particules indépendantes, et ainsi de suite.
Cette procédure définit un système de particules FV NZ (x1, ..., xN ) d’une façon

progressive. Renaissance après renaissance, jusqu’à ce que le système subisse un
échec.

L’article [4] donne un résultat théorique sur la convergence de distribution du
système de particules de type Fleming-Viot, vers la loi de distribution conditionnée
à ne pas mourir, dans le cas en temps continu, sous certaines hypothèses. On ne
précise cette démonstration pas dans ce rapport.

Il est donc légitime d’utiliser un système de particule de type Fleming-Viot pour
simuler les distribution quasi-stationnaires dans notre cas : les trajectoires d’évolu-
tion de populations sont alors considérées comme particules du système Fleming-
Viot.

Ainsi, avec Fleming-Viot, toutes les trajectoires simulées sont "utiles", donc
contribuent à la construction des distributions quasi-stationnaires. Par conséquent,
il est est attendu que les simulations par Fleming-Viot converge plus rapidement
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que par les méthode de Monte-Carle des chaînes de Markov, vers une distribution
quasi-stationnaire.

Figure 7. Processus de naissance et mort logistique, c = 1/4, µ =
6, λ = 10, simulé par la méthode de Fleming-Viot en utilisant 1000
trajectoires, histogramme au temps 1 à gauche et la distance totale
de QSD à droite

5.3. Calculer la loi quasi-stationnaire. Pour illustrer la convergence en distance
totale et estimer la vitesse de convergence, la QSD est nécessaire. Mais c’est un vrai
défi de calculer la QSD pour un processus en général. Dans cette sous-section, on
introduit une méthode heuristique qui s’applique bien dans le cas de processus de
naissance et mort. Cette méthode est trouvée par nous-mêmes et elle marche bien
en pratique. On donne un peu de justification d’erreurs numériques à la fin.

On rappelle la caractérisation spectrale de QSD 2.6 et l’applique dans le proces-
sus de naissance et mort. On obtient la proposition suivante.

Proposition 5.2. Soit α une distribution de probabilité d’un processus de naissance
et mort. α est une QSD si et seulement si

— α ≥ 0,∀j ≥ 1 et
∑
j≥1 αj = 1.

— Soit θ(α) la puissance d’extinction, alors ∀j ≥ 1,

λj−1αj−1 − (λj + µj)αj + µj+1αj+1 = −θ(α)αj

−(λ1 + µ1)α1 + µ2α2 = −θ(α)α1

µ1α1 = θ(α)

On voit clairement que l’on est capable de résoudre α lorsque on sait la puis-
sance d’extinction θ. Cependant, 2.10 nous assure que la vitesse de décroissance qui
s’approche à θ peut être obtenue à partir de n’importe quelle loi initiale. De cette
observation, on propose l’algorithme suivant.

Un algorithme pour calculer QSD
— Simuler N trajectoires de processus i.i.d commençant par une loi initiale ν,

que l’on note X(1)
t , X

(2)
t , X

(2)
t , · · · , X(N)

t .
— Discrétiser le temps [a, b] en t1, t2, · · · tM où ti = i(b−a)+a

M . Calculer la distri-
bution empirique conditionnée à la survie

Ŷ Ntn =
1

N

N∑
i=1

1
X

(i)
tn
6=0
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— Faire une régression sur ẐNtn = − log Ŷ Ntn . On note la puissance d’extinction
empirique θ̂N (α)

— Résoudre le vecteur propre α̂N de l’équation linéaire

α̂NL = −θ̂N (α)α̂N

On justifie la convergence de cette méthode.

Proposition 5.3. On note θ̂ obtenu dans l’algorithme ci-dessus, puis on a une
convergence

lim
a→∞,N→∞

θ̂N (α) = θ(α)

En plus, on a une convergence de distance totale

‖α̂N − α‖TV
p.s−−−−−−−−→

N→∞,a→∞
0

dans le processus de naissance et mort logistique de puissance fractale dont µn =
nµ+ cn(n− 1)γ

Démonstration. Étape 1 D’après le théorème des grands nombres, on a

ẐNtn
N→∞−−−−→
p.s

− logPν [T0 > tn] = − log [ν(η)] + θ(α)tn + ε1tn

On appelle ε1tn erreur d’approximation et il converge vers 0 lorsque tn tend vers
∞.

Étape 2 Pour l’intervalle [a, b] et une discrétisation fixée, on note ẐNM , Ŷ
N
M le

vecteur de variable aléatoire. On utilise le théorème limite centrale et la méthode
de substitution √

N(ẐNM − (− logE(Ŷ NM )))
Loi−−−−→

N→∞
N (0, C)

Autrement dit,

ẐNM
Loi
= − log [ν(η)] + θ(α)t+ ε1 + ε2

où ε2 est erreur statistique, et quand N est très grand, ε2 ∼ 1√
N
N (0, C).

Étape 3 On utilise l’équation normale d’implémenter la régression.

θ̂N (α) = θ +
1

var(t)
cov(t, ε1) +

1

var(t)
cov(t, ε2)

Ici, cov signifie la covariance entre des terme d’un vecteur et var(t) = cov(t, t). Par
exemple,

cov(t, ε1) =
1

M

M∑
n=1

tnε
1
tn − (

1

M

M∑
n=1

tn)(
1

M

M∑
n=1

ε1tn)

Clairement, on voit quand N tend vers ∞, l’erreur statistique ε2 tend vers 0. Puis,
quand a→∞, l’erreur d’approximation ε1 tend vers 0.

Étape 4 La dernière étape consiste à analyser la stabilité dans le schéma numé-
rique qui résout α par récurrence. On note les erreurs

∆α̂Nj = α̂Nj − αj
∆θ̂N (α) = θ̂N (α)− θ(α)
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On somme les identités et obtient

µn+1α̂
N
n+1 = µ1α̂

N
1 + λnα̂

N
n − θ̂N

n∑
k=1

α̂Nk

µn+1∆α̂Nn+1 = µ1∆α̂N1 + λn∆α̂Nn − θ̂N
n∑
k=1

α̂k + θ

n∑
k=1

αk

= µ1∆α̂N1 + λn∆α̂Nn − θ̂N
n∑
k=1

∆α̂Nk −∆θ̂N
n∑
k=1

αk

On fixe K assez grand tel que cKγ > λ+ 1 + βθ̂N et on prend ∆θ̂N assez petit
tel que

µK+1∆α̂NK+1 ≤ µ1|∆α̂N1 |+ λK |∆α̂NK |+ θ̂N
K∑
k=1

|∆α̂Nk |+ |∆θ̂N |
K∑
k=1

αk

≤ µK+1
C∆θ̂N

(K + 1)β

Alors, on fait la récurrence de montrer que ∆α̂Nn ≤ C∆θ̂N

nβ
, 1 + γ > β > 1 pour

n ≥ K + 1.

µn+1∆α̂Nn+1 ≤ µ1|∆α̂N1 |+ λn|∆α̂Nn |+ θ̂N
n∑
k=1

|∆α̂Nn |+ |∆θ̂N |
n∑
k=1

αk

≤ (
1

(K + 1)β
+

λ

nβ−1
+

βθ̂N

(K + 1)β−1
)(C∆θ̂N )

≤ (
1

(K + 1)β
+

λ

(K + 1)β−1
+

βθ̂N

(K + 1)β−1
)(C∆θ̂N )

≤ cKγ

(K + 1)β−1
(C∆θ̂N ) ≤ cnγ

(n+ 1)β−1
(C∆θ̂N )

≤ µn+1
C∆θ̂N

(n+ 1)β

Donc, ‖α̂N −α‖TV ≤
∑
n≥K+1

C∆θ̂N

nβ
+ C∆θ̂N

Kβ qui tend vers 0 lorsque ∆θ̂N tend
vers 0. �

Remarque. Pour illustrer la convergence vers α̂N , on doit re-simuler des trajectoires
indépendantes de celles qui calculent α̂N .
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Figure 8. Évolution de la fonction de repartition

Figure 9. Processus de naissance et mort logistique de puissance
fractale dont µn = nµ+cn(n−1)γ , c = 1/4, µ = 6, λ = 10, γ = 0.5,
simulé par la méthode de Fleming-Viot en utilisant 1000 trajec-
toires, histogramme au temps 1 à gauche et la distance totale de
QSD à droite

Annexe : codes Python pour les simulations

Processus Galton-Watson
# −∗− coding : utf−8 −∗−
"""
Created on Mon Jan 16 21 : 58 : 34 2017

@author : Yiyang
"""

import numpy as np
import numpy . random as npr

’ ’ ’
On se p lace d ’ abord dans l e cas d i s c r e t ,
en f a i s a n t appel au modele Bienayme−Galton−Watson
’ ’ ’
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de f BGM(p ,M,N, i n i t ) :
’ ’ ’

en t r e e
p = l o i de reproduct ion , a va l eu r s dans un ensemble f i n i
M = nombre de s imu la t i on s
N = nombre de gene ra t i on s maximal

s o r t i e
t r a j = matr ice de t a i l l e M∗N notant l e s t r a j e c t o i r e s
t ab l eSu rv i e = nombre de t r a j e c t o i r e s >0 au cours du temps
l i s t e = numero de t r a j e c t o i r e s >0 au temps f i n a l
’ ’ ’

t r a j = np . z e r o s ( [M,N] )
nbTrajSurvie = M
tab l eSu rv i e = M ∗ np . ones (N)
t r a j [ : , 0 ] = i n i t

l i s t e = l i s t ( range (M) )

probaCumul = np . array (np . cumsum(p , ax i s=1) )
k = np . s i z e ( probaCumul )

f o r n in range (1 ,N) : # n pour nieme gene ra t i on
# reproduct ion de type Galton−Watson
f o r m in range (M) :

X = in t ( t r a j [m, n−1])
i f X>0:

r = npr . rand (1 ,X)
R = np . dot (np . ones ( [ k , 1 ] ) , r )
P = np . dot ( probaCumul .T, np . ones ( [ 1 ,X] ) )
z = np . sum(R>P, ax i s=0)
Xnew = np . sum( z )
i f (Xnew == 0) :

nbTrajSurvie = nbTrajSurvie −1
l i s t e . remove (m)

e l s e :
Xnew = 0

t r a j [m, n ] = Xnew
tab l eSu rv i e [ n ] = nbTrajSurvie

re turn t ra j , t ab l eSurv i e , l i s t e

de f FlemViot (p ,M,N, i n i t ) :
’ ’ ’

en t r e e
p l o i de reproduct ion , a va l eu r s dans un ensemble f i n i
M nombre de s imu la t i on s
N = nombre de gene ra t i on s maximal

s o r t i e
t r a j = matr ice de t a i l l e M∗N notant l e s t r a j e c t o i r e s
t ab l eSu rv i e = nombre de t r a j e c t o i r e s >0 au cours du temps
l i s t e = numero de t r a j e c t o i r e s >0 au temps f i n a l
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’ ’ ’
t r a j = np . z e r o s ( [M,N] )
t r a j [ : , 0 ] = i n i t

probaCumul = np . array (np . cumsum(p , ax i s=1) )
k = np . s i z e ( probaCumul )

f o r n in range (1 ,N) : # n pour nieme gene ra t i on
# reproduct ion de type Galton−Watson
f o r m in range (M) :

X = in t ( t r a j [m, n−1])
# X>0 by con s t ruc t i on
r = npr . rand (1 ,X)
R = np . dot (np . ones ( [ k , 1 ] ) , r )
P = np . dot ( probaCumul .T, np . ones ( [ 1 ,X] ) )
z = np . sum(R>P, ax i s=0)
Xnew = np . sum( z )
t r a j [m, n ] = Xnew

#r e s u i c i t e r de type Fleming−Viot
f o r m in range (M) :

whi l e t r a j [m, n]==0:
t r a j [m, n ] = t r a j [ i n t ( npr . rand ( ) ∗ M) ,n ]

re turn t r a j

Processus naissance et mort

# −∗− coding : utf−8 −∗−
"""
Created on Sun Jan 29 10 : 28 : 55 2017

@author : Chenlin
"""

import numpy as np
import numpy . random as npr
import matp lo t l i b . pyplot as p l t

’ ’ ’
####################
####################
This func t i on s imu la t e s the l i n e a r BD proce s s
t_jump = jump time
t_dead = the time o f death . I f i t i s a l i v e , t_dead = T
n_jump = the s i z e at jump time
####################
####################
’ ’ ’
de f BD_linear ( lam , mu, T, M, i n i t ) :

p lus = lam/( lam + mu)
n_jump = [ ]
t_jump = [ ]
t_dead = [ ]
f o r i in range (M) :

n_temp = [ i n i t [ i ] ]



22 CHENLIN GU AND YIYANG YU

t_temp = [ 0 ]
t_wait = npr . exponent i a l ( ) / (n_temp[−1] ∗ ( lam + mu) )
whi l e t_temp[−1] + t_wait < T:

t_temp . append ( t_temp[−1] + t_wait )
jump = npr . rand ( )
i f jump < plus :

n_temp . append (n_temp[−1] + 1)
e l s e :

n_temp . append (n_temp[−1] − 1)
i f n_temp[−1] == 0 :

break
t_wait = t_wait = npr . exponent i a l ( ) / (n_temp[−1] ∗ ( lam +

mu) )

i f n_temp[−1] == 0 :
t_dead . append ( t_temp [−1])

e l s e :
t_dead . append (T)

t_jump . append ( t_temp)
n_jump . append (n_temp)

re turn t_jump , n_jump , t_dead

’ ’ ’
#####################
#####################
This func t i on s imu la t e s the l o g i s t i c BD proce s s
t_jump = jump time
t_dead = the time o f death . I f i t i s a l i v e , t_dead = T
n_jump = the s i z e at jump time
#####################
#####################
’ ’ ’
de f BD_logist ic ( lam , mu, c , T, M, i n i t ) :

p lus = lam/( lam + mu)
n_jump = [ ]
t_jump = [ ]
t_dead = [ ]
f o r i in range (M) :

n_temp = [ i n i t [ i ] ]
t_temp = [ 0 ]
plus_taux = n_temp[−1] ∗ lam
minus_taux = n_temp[−1] ∗ mu + c ∗ n_temp[−1] ∗ (n_temp[−1] −

1)
t_wait = npr . exponent i a l ( ) / ( plus_taux + minus_taux )
p lus = plus_taux / ( plus_taux + minus_taux )
whi l e t_temp[−1] + t_wait < T:

t_temp . append ( t_temp[−1] + t_wait )
jump = npr . rand ( )
i f jump < plus :

n_temp . append (n_temp[−1] + 1)
e l s e :

n_temp . append (n_temp[−1] − 1)
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i f n_temp[−1] == 0 :
break

plus_taux = n_temp[−1] ∗ lam
minus_taux = n_temp[−1] ∗ mu + c ∗ n_temp[−1] ∗ (n_temp

[−1] − 1)
t_wait = npr . exponent i a l ( ) / ( plus_taux + minus_taux )
p lus = plus_taux / ( plus_taux + minus_taux )

i f n_temp[−1] == 0 :
t_dead . append ( t_temp [−1])

e l s e :
t_dead . append (T)

t_jump . append ( t_temp)
n_jump . append (n_temp)

re turn t_jump , n_jump , t_dead

’ ’ ’
#####################
#####################
This func t i on s imu la t e s the l o g i s t i c BD proce s s
t_jump = jump time
t_dead = the time o f death . I f i t i s a l i v e , t_dead = T
n_jump = the s i z e at jump time
b i r th = lam ∗ i
death = mu ∗ i + c∗ i ∗( i −1)
#####################
#####################
’ ’ ’
de f BD_logistic_FV ( lam , mu, c , T, M, i n i t ) :

n_jump = [ ]
t_jump = [ ]
t_dead = [ ]
f o r i in range (M) :

n_temp = [ i n i t [ i ] ]
t_temp = [ 0 ]
n_jump . append (n_temp)
t_jump . append ( t_temp)
t_dead . append (T)

t = 0
X = i n i t
b = lam∗X
d = mu∗X + c∗X∗(X−1)
taux = b+d
dt = npr . exponent i a l ( ) / (np . sum(b) + np . sum(d) )
whi l e dt + t < T:

t += dt
i = np . sum( npr . rand ( ) ∗ np . sum( taux ) > np . cumsum( taux ) )
t_jump [ i ] . append ( t )

i f npr . rand ( ) ∗ taux [ i ] < b [ i ] :
X[ i ] += 1

e l s e :
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i f X[ i ] > 1 :
X[ i ] −= 1

e l s e :
X[ i ] = X[ i n t ( npr . rand ( ) ∗M) ]

n_jump [ i ] . append (X[ i ] )

b = lam∗X
d = mu∗X + c∗X∗(X−1)
taux = b+d
dt = npr . exponent i a l ( ) / (np . sum(b) + np . sum(d) )

re turn n_jump , t_jump , t_dead

’ ’ ’
This func t i on counts the proba o f each number
N = the up bound
’ ’ ’
de f s t a t_a l i v e (n , N) :

u = np . array ( range (N) )
M = np . sum(n > 0) + 0 .0
f o r i in range (1 ,N) :

u [ i ] = np . sum(n == i )
u = u/M
return u

’ ’ ’
This func t i on c a l c u l a t e s the TV d i s t ance
’ ’ ’
de f TV(u1 , u2 ) :

r e turn np . sum(np . abs ( u1 − u2 ) ) ∗0 .5

’ ’ ’
#################
This c a l c u l a t e s the c ond i t i o na l d i s t r i b u t i o n at each moment .
Then i t draws the evo lu t i on o f d i s t ance t o t a l v a r i a t i o n .
n_t = the number a l i v e at each time
u_t = the p r obab i l i t y
disTV = the d i s t ance from te QSD
#################
’ ’ ’
de f TV_conv( alpha , t_jump , n_jump , T, M, N) :

Num = in t (20∗T+1)
t = np . l i n s p a c e (0 , T, Num)
n_t = np . z e r o s ( [M,Num] )
f o r j in range (M) :

t_temp = np . array ( t_jump [ j ] )
f o r i in range (Num) :

index = np . sum(t_temp <= t [ i ] ) − 1
n_t [ j , i ] = n_jump [ j ] [ index ]

u_t = np . z e r o s ( [N,Num] )
disTV = np . z e r o s (Num)
f o r i in range (Num) :
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u_t [ : , i ] = s ta t_a l i v e (n_t [ : , i ] , N)
disTV [ i ] = TV( alpha , u_t [ : , i ] )

log_disTV = np . l og ( disTV )
t_poly = np . t ranspose (np . array ( [ np . ones (Num) , t ] ) )
c o e f f = np . dot (np . dot (np . l i n a l g . inv (np . dot ( t_poly .T, t_poly ) ) ,

t_poly .T) , log_disTV )
cc = −c o e f f [ 1 ]

p l t . f i g u r e ( )
p l t . p l o t ( range (1 ,N) , alpha [ 1 : ] )
f o r i in range (1 , Num) :

p l t . p l o t ( range (1 ,N) , u_t [ 1 : , i ] )
p l t . t i t l e ( ’ Evolut ion ␣ o f ␣ d i s t r i b u t i o n ’ )
p l t . x l ab e l ( ’Time ’ )
p l t . y l ab e l ( ’ P robab i l i t y ’ )

p l t . f i g u r e ( )
p l t . p l o t ( t , disTV )
p l t . p l o t ( t , disTV , ’ ∗ ’ )
p l t . t i t l e ( ’TV␣ d i s t ance ␣ from␣QSD’ )
p l t . x l ab e l ( ’Time ’ )
p l t . y l ab e l ( ’TV’ )

log_disTV_reg = np . dot ( t_poly , c o e f f )
p l t . f i g u r e ( )
p l t . p l o t ( t , log_disTV , ’ ∗ ’ )
p l t . p l o t ( t , log_disTV_reg )
p l t . t i t l e ( ’ log−TV␣ d i s t ance ␣ from␣QSD’ )
p l t . x l ab e l ( ’Time ’ )
p l t . y l ab e l ( ’ log−TV’ )
re turn n_t , u_t , disTV , cc

’ ’ ’
##################
This func t i on draws the d i s t r i b u t i o n o f time t
##################
’ ’ ’
de f DrawDistr ibut ion (n , T, M, alpha ) :

N = np . shape ( alpha ) [ 0 ]
a l i v e = np . sum(n>0)
al ive_proba = s ta t_a l i v e (n ,N)
p l t . f i g u r e ( )
p l t . p l o t (np . array ( range (1 ,N) ) , alpha [ 1 : ] , l a b e l = ’ curve−QSD’ )
p l t . bar (np . arange (N) − 0 . 5 , alpha , width=1, alpha = 0 . 5 , f a c e c o l o r

=’ g ’ , l a b e l = ’QSD’ )
p l t . bar (np . arange (N) − 0 . 5 , al ive_proba , width=1, alpha = 0 .25 ,

f a c e c o l o r=’ r ’ , l a b e l = ’ l o g i s t i c ’ )
p l t . xl im (−0.5 , N + 0 . 5 )
#p l t . h i s t ( a l i v e_s i z e , bins , alpha =0.5 , normed = ’ t rue ’ , l a b e l = ’

l o g i s t i c ’ , c o l o r = ’ r ’ )
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#pl t . h i s t ( al ive_proba , bins , alpha =0.5 , normed = ’ Fa l se ’ , l a b e l =
’ l o g i s t i c ’ , c o l o r = ’ r ’ )

p l t . l egend ( )
p l t . t i t l e ( ’ D i s t r i bu t i on ␣ o f ␣ ’ + s t r ( a l i v e ) + "␣ o f ␣" + s t r (M) + ’ ␣ i s

␣ a l i v e ␣ in ␣ time␣ ’ + s t r (T) )
p l t . y l ab e l ( ’ Proba ’ )
p l t . x l ab e l ( ’Number ’ )
r e turn a l i v e , a l ive_proba

’ ’ ’
########################
This func t i on c a l c u l a t e s the quasi−s t a t i ona ry d i s t r i b u t i o n
########################
’ ’ ’
de f QuasiApproximation ( theta , b , d ) :

N = np . shape (b) [ 0 ]
alpha = np . z e r o s (N)
alpha [ 1 ] = theta /d [ 1 ]
alpha [ 2 ] = 1 .0/d [ 2 ] ∗ ( ( b [ 1 ] + d [ 1 ] ) ∗ alpha [ 1 ] − theta ∗ alpha [ 1 ] )
f o r j in range (2 , N−1) :

alpha [ j +1] = 1 .0/d [ j +1] ∗ ( ( b [ j ] + d [ j ] − theta ) ∗ alpha [ j ] −
b [ j −1] ∗ alpha [ j −1])

r e turn alpha

’ ’ ’
#########################
This func t i on drawes dec r ea se and a l s o does r e g r e s s i o n s
#########################
’ ’ ’
de f DrawDecrease ( t_jump , n_jump , t_dead , T, M) :

Num = 10 ∗ i n t (np . f l o o r (T) ) + 1
t = np . l i n s p a c e (3 , T, Num)
n_alive = np . z e r o s (Num)
f o r i in range (Num) :

a l ive_index = np . array ( t_dead ) >= t [ i ]
a l i v e = np . sum( a l ive_index )
n_al ive [ i ] = a l i v e

p_log = np . l og ( n_alive / f l o a t (M) )
t_poly = np . t ranspose (np . array ( [ np . ones (Num) , t ] ) )
c o e f f = np . dot (np . dot (np . l i n a l g . inv (np . dot ( t_poly .T, t_poly ) ) ,

t_poly .T) , p_log )
theta = −c o e f f [ 1 ]

’ ’ ’
p l t . f i g u r e ( )
p l t . p l o t ( t , n_al ive )
p l t . t i t l e ( ’The trend o f decrement in time ’ + s t r (T) )

p l t . f i g u r e ( )
p l t . y s c a l e ( ’ l og ’ )
p l t . p l o t ( t , n_al ive )
p l t . t i t l e ( ’The trend o f decrement in time ’ + s t r (T) )
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’ ’ ’
p_log_reg = np . dot ( t_poly , c o e f f )
p l t . f i g u r e ( )
p l t . p l o t ( t , p_log , ’ ∗ ’ )
p l t . p l o t ( t , p_log_reg )
p l t . t i t l e ( ’The␣ trend ␣ o f ␣decrement␣ in ␣ time␣ ’ + s t r (T) )
p l t . x l ab e l ( ’Time ’ )
p l t . y l ab e l ( ’ log−Percentage−a l i v e ’ )
r e turn n_alive , p_log , theta
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